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Pozyskiwanie wiedzy z baz danych
Z pomoc3 sieci neuropodobnych

1 Wstep

Ciagly wzrost technicznych mozliwo$ci gromadzenia i analizy danych, w ktérych
ukryte sa potencjalnie cenne informacje dopetniajace ludzka wiedzg, stat si¢ motywacja
powstania i rozwoju nowej dziedziny informatyki nazywanej pozyskiwaniem wiedzy z
baz danych (ang. knowledge discovery in databases, w skrocie KDD). Zajmuje si¢ ona
tworzeniem 1 stosowaniem algorytmicznych narzedzi stuzacych do odkrywania wiedzy
z danych. Formalnie dziedzing definiuje si¢ jako: zaawansowana ekstrakcja
wnioskowalnych, pierwotnie nieznanych i potencjalnie uzytecznych informacji z
danych [1]. Dazy si¢ w niej do wydobycia z posiadanych danych istotnych, interesu-
jacych i przydatnych zalezno$ci, ktore umozliwiaja dokonywanie okreslonych rodzajow
wnioskowania i daja szans¢ posiadaczowi danych na poprawienie strategii jego dziata-
nia.

W pozyskiwaniu wiedzy z baz danych czgsto jako narzedzia stosuje techniki zalicza-
ne do sztucznej inteligencji, migdzy innymi drzewa decyzyjne [6], algorytmy genetycz-
ne [2], czy sztuczne sieci neuronowe [7]. Ostatnia wymieniona gataz, sztuczne sieci
neuronowe, mimo kilku niepowodzen i przerw w badaniach w ciagu swojej historii [4],
w ostatnich latach zdobyta szeroka popularnos¢. Stosuje sig ja z powodzeniem w wielu
dziedzinach naukowych i praktycznych. Rozwijane sa wczesniej stworzone modele oraz
powstaja nowe koncepcje. Szczegblnie interesujace, bo najbardziej zblizone w sensie
procesu uczenia do swego pierwowzoru — ludzkiego moézgu, sa samoorganizujace sieci
neuronowe. Niniejsza praca poswigcona jest temu typowi sieci neuropodobnych oraz
ich zastosowaniu w pozyskiwaniu wiedzy z baz danych.

2 Etapy procesu pozyskiwania wiedzy z baz danych

Pozyskiwania wiedzy z baz danych mozna przedstawi¢ jako proces sktadajacy sig z
szesciu faz. Zaliczaja si¢ do niego w kolejnosci ich nastgpowania: budowa zbioru
danych, czyszczenie, wzbogacanie, kodowanie, eksploracja danych, raportowanie.

Na wstepie procesu nalezy w miar¢ mozliwosci sprecyzowac cel analizy. Czgsto jed-
nak ztozono$¢ natury danych, a takze ztozono$¢ problemoéw stawianych podczas ich
analizy sprawia, ze ostateczny cel krystalizuje si¢ dopiero podczas kolejnych etapow.

Nastegpnie dokonuje si¢ doboru zrodet danych. Dane nie moga by¢ wybrane w spo-
sob przypadkowy. Wybor zalezy oczywiscie od pytan, na ktére ma by¢ dana odpowiedz.

Etap czyszczenia zapewnia efektywno$¢ i niezawodnos$¢ wystepujacej w dalszej per-
spektywie eksploracji danych. Dane otrzymywane po zakonczeniu tego etapu powinny
by¢ kompletne, bez luk. Typowe przyczyny ,,zabrudzenia” danych to: brak okreslonych
warto$ci w pewnych polach rekordéw, zapisanie réoznych znaczen pod tymi samymi na-
zwami (warto$ciami), duplikowanie danych lub celowe ich powielanie.



W fazie wzbogacania do danych historycznych dostarczonych przez ich wtasciciela
mogg zosta¢ dodane pewne inne informacje z zewnetrznego zrodla. Zabieg taki prze-
prowadza si¢ w celu poszerzenia wiedzy, na podstawie ktorej wyciagane beda wnioski.

W fazie kodowania dane sa ostatecznie przygotowywane do uzycia w algorytmach
eksploracji. Dokonuje si¢ tu potrzebnych przeksztatcen, normalizacji, sortowania i in-
nych zabiegdw majacych wplyw na wiarygodno$¢ i skuteczno$é wlasciwej analizy.

Do etapu eksploracji dane przygotowane sa w formie tablicy, ktorej wiersze od-
powiadaja obiektom, za$ kolumny opisujacym je cechom. Eksploracja danych to al-
gorytmiczne wykrywanie zalezno$ci pomigdzy warto$ciami cech. Rozumiana jest jako
proces wykrywania w danych interesujacych dla uzytkownika regularnosci. Metody
eksploracji danych mozna podzieli¢, bardzo ogélnie, na 6 zasadniczych klas: odkrywa-
nie asocjacji, klastrowanie (analiza skupien), odkrywanie wzorcéw sekwencji, odkrywa-
nie klasyfikacji, odkrywanie podobienstw w przebiegach czasowych, wykrywanie
zmian i odchylen.

W ostatniej fazie wiedza pozyskana z danych zawartych w bazie jest przedstawiana
w formie jak najbardziej zrozumialej, wygodnej do interpretacji i wykorzystania.
Prezentuje si¢ ja najczeSciej w formie graficznych wykresow, réznego rodzaju tabeli,
map. Nastgpnie wiedza jest interpretowana pod katem zaktadanych na wstgpie celow.

3 Modele samoorgaznizacji w sieciach neuropodobnych

Rozwdj sztucznych sieci neuropodobnych zostal zapoczatkowany w latach czter-
dziestych ubiegltego wieku badaniami nad matematycznym opisem komoérki nerwowej
oraz powiazaniem tego opisu z procesem przetwarzania informacji przez komorkg. Ce-
lem bylo dokonanie formalnego opisu proceséw zachodzacych w komorkach nerwo-
wych mézgu i budowy na tej podstawie uktadow symulujacych wybrane wiasciwosci
systemow nerwowych [4]. W nastgpnych latach sieci okazaly si¢ wygodnym i sutecz-
nym narzgdziem, przydatnym przy realizacji wielu zadan praktycznych.

Istotng role w pracy systemow opartych na sieciach neuropodobnych peini faza tre-
ningu. W trakcie treningu sie¢ uczy si¢ poprawnie reagowac¢ na wzorce znajdujace si¢ w
zbiorze uczacym. Jednoczesnie nabywa zdolnosci generalizacji, czyli oczekiwanego
reagowania na wektory wejsciowe, ktore nie byty zawarte w zbiorze uczacym. W teorii
sztucznych sieci neuronowych wyrdznia si¢ dwie podstawowe metody treningu[7]: me-
todg nadzorowana zwang rowniez treningiem z nauczycielem i metodg nienadzorowana.
W ponizszej pracy uwaga zostanie skupiona na drugiej metodzie.

Sieci nie wymagajace udziatu nauczyciela w fazie treningu nazywane sa sieciami
samoorganizujacymi. Pomyst na uczenie takich sieci jest bardzo prosty. Na poczatku
nadaje si¢ wagom sieci losowe lub okreslone w pewien sposob na podstawie zbioru
wzorcow wstgpne wartosci. Nastgpnie na wejscie sieci podaje si¢ kolejne elementy
zbioru wzorcow. Kiedy na wejsciu pojawi si¢ obiekt, kazdy neuron w pewien sposéb na
niego zareaguje. Uczenie polega na takiej modyfikacji wag, aby neurony, ktore zare-
agowaly najsilniej na sygnat wejsciowy, zaakceptowaly go, w przysztosci odpowiadaly
jeszcze silniej, zas neurony, ktore zareagowaly silng odpowiedzia ujemna w przysztosci
jeszcze bardziej zdecydowanie odrzucaty ten sygnat [4].

Wsréd mechanizméw samoorganizacji mozna wyrdzni¢ dwie podstawowe klasy:
mechanizm wspotzawodnictwa migdzy neuronami wykorzystujacy ogolnie pojeta regu-
¢ Kohonena [7] oraz mechanizm samoorganizacji oparty na regule Hebba [5].

Reguta Kohonena [7]

Przykltadem sieci neuropodobnej, w ktorej wykorzystuje si¢ uczenie konkurencyjne
jest sie¢ SOM Kohonena (ang. Self-Organising Map). W sieci tej neurony utozone naj-
czgsdciej w posta¢ dwuwymiarowej kraty shuza do uformowania odwzorowania z prze-



strzeni wieclowymiarowej do dyskretnej przestrzeni dwuwymiarowej. Odwzorowanie to
ma zachowywac blisko$¢, to znaczy punkty z przestrzeni wejs¢ lezace w matej odlegto-
$ci od siebie sa odwzorowywane na te same lub bliskie sobie neurony.

Kazdy neuron moze by¢ traktowany jako okreslony punkt z przestrzeni wejs¢. Row-
nocze$nie kazdy z nich jest powiazany z pozostalymi neuronami pewna relacja sasiedz-
twa okres$lajaca topologi¢ (strukturg) sieci.

W podstawowym algorytmie SOM liczba neurondw i topologia sieci sa ustalone od
poczatku. Jezeli przestrzen wej$¢ jest przestrzenia d-wymiarowa, to SOM moze by¢
zdefiniowany jako zbidr 7 neuronow:

W={W,W,,....,W,}, (1)
z ktorych kazdy jest d-wymiarowym wektorem:
W =Wy W sWg), 112,10, 2)
Uczenie sieci jest procesem iteracyjnym skojarzonym z momentami czasowymi
t=12,.... Po prezentacji wektora wejSciowego X = [x1 y X250 %vdstawowym zada-
niem SOM jest wybranie spo$rod wszystkich neuronow, neuronu najblizszego w

stosunku do X wzglgdem wybranej metryki:
¢ =argmin,|x -~ W,|. 3)
Nastepnie wagi wygrywajacego neuronu W, oraz jego sasiadow N.(f) sa aktuali-
zowane w taki sposob, by upodobni¢ je do aktualnie prezentowanego wzorca X . Zbior
sasiadow N, (?) zalezy od wybranej topologii sieci i jest ograniczany w miare postgpu
procesu uczenia.
Podstawowy algorytm uczenia Kohonena ma postac:
wy(t+1) = Wij (D) +a()h,; @O)x; —w; ()], 4)
i=1.2,. Jj=12,...,d =12,

gdzie 0<a(?) <1 Jest male]qcym w czasie wspo1czynn1k1em uczenia, a . (t) okresla
funkcje sasiedztwa wzgledem wygrywajacego neuronu W, Funkc_la sasiedztwa i
wspolczynnik uczenia odgrywaja istotna role w procesie uczenia.

Reguta Hebba [5]

Bazujac na obserwacjach neurobiologicznych Hebb stwierdzil, ze powiazanie
dwodch komoérek nerwowych jest wzmacniane, gdy obie komorki sa pobudzone w tym
samym czasie. W przeniesieniu na sztuczne sieci neuronowe reguta Hebba méowi, iz je-
zeli aktywny neuron A jest cyklicznie pobudzany przez neuron B, to staje si¢ on jeszcze
bardziej czuly na pobudzenie tego neuronu. Jezeli X4 i Xp oznaczaja stany aktywacji
odpowiednio neuronéw A i B, a w,p - wage ich potaczenia synaptycznego, to regule
Hebba mozna przedstawi¢ w postaci:

wyp(k+1) = wp(k)+a (k) g (k), )

gdzie @ oznacza dodatni wspolczynnik sterujacy procesem uczenia. Dla pojedynczego
neuronu zapisuje si¢ ja nastepujaco:

Aw(k) =a Lk(k) (k). (6)
Opisuje ona zmiane wektora wag Aw w chwili &k, X(k), y(k) oznaczaja obraz na
wej$ciu neuronu i stan wyj$cia neuronu w chwili &,
y(k) = w' (k) k(k) = x" (k) B (k). Q)
Zakres stosowania oryginalnej reguly Hebba jest do$¢ ograniczony. Przy
X(k),y(k) 2 0 moze ona prowadzi¢ do nieograniczonego wzrostu wielkosci wag. Regu-
ta Oji[4] poprzez wprowadzenie ograniczenia na dtugos¢ wektorow wag pozwala za-
chowac stabilno$¢. Uzupetnia ona regute Hebba o dodatkowy sktadnik zmniejszajacy
wagi proporcjonalnie do kwadratu warto$ci wyjscia:



Aw(k) = a Ly(k) Wx(k) = y(k)w(k)) . (8)

4 Zastosowanie samoorganizujacych sieci neuropodobnych w pozy-
skiwaniu wiedzy z baz danych

Od struktury i metody uczenia sieci samoorganizujacej zalezy rodzaj wykonywane-
g0 przez nig zadania. Wéréd mozliwych zadan mozna wyr6zni¢ [3]:
podobienstwo — Sie¢ zawiera pojedynczy element wyjsciowy o aktywacji przyj-
mujacej wartosci z pewnego przedziatu. Warto$¢ wyjscia informuje na ile podobny
jest obraz na wejsciu do obrazu usrednionego po dotychczasowych prezentacjach.
analiza sktadowych gtoéwnych — Sie¢ posiada wyjscie wieloelementowe, a kazdy z
elementow wyjsciowych odpowiada za jedna ze sktadowych gléwnych, wedtug
ktorych okre$lane jest podobienstwo. Stan aktywnosci kazdego elementu
wyjsciowego jest miarg nasycenia prezentowanego obrazu danym czynnikiem
(sktadowa) gléwnym w stosunku do poprzednio prezentowanych obrazéw
uczacych.
klasyfikacja — Sie¢ zawiera wieloelementowe wyjscie o warto$ciach binarnych.
Przy prezentacji obrazu uaktywnia si¢ tylko jeden element wyjsciowy. Obraz
wejSciowy zostaje zatem przyporzadkowany klasie rezentowanej przez aktywny
element. Zadaniem procesu uczenia jest podzial wzorcéw uczacych na klasy ob-
razoéw zblizonych do siebie i przyporzadkowanie kazdej klasie osobnego elementu
wyjsciowego.
poszukiwanie pierwowzoru — Sie¢ speinia podobng rolg jak w przypadku kla-
syfikacji, z ta réznica, ze na wyjéciu powstaje obraz najbardziej typowy dla danej
klasy. Jest to pewnego rodzaju pamig¢ skojarzeniowa, w ktérej obraz wyjsciowy
okreslany jest jedynie na podstawie informacji zawartych w zbiorze obrazow
uczacych, bez jakiejkolwiek ingerencji zewngtrzne;.

kodowanie — Wektor wyjsciowy sieci jest zakodowana wersja wektora
wejsciowego zachowujac zawarte w nim najistotniejsze informacje w postaci
minimalne;j.

tworzenie map cech — Elementy warstwy wyjsciowej sa geometrycznie uporzad-
kowane. Podczas prezentacji obrazu wejsciowego uaktywnia si¢ tylko jedno
wyjscie. Idea zawiera si¢ w postulacie, aby podobne obrazy wejsciowe uaktywniaty
bliskie geometrycznie elementy wyjSciowe. Warstwa wyjsciowa jest zatem pewne-
go rodzaju mapa topograficzna danych wejsciowych.

5 Symulacje procesoéw samouczenia

W niniejszym rozdziale opisany jest przebieg i wyniki eksperymentéw symulacyj-
nych. W pierwszym z nich wykorzystano samoorganizujaca sie¢ Kohonena i zbor
danych zebrany przez Fishera opisujacy kwiaty irysa. W sklad zbioru wchodzi 150
czterowymiarowych obserwacji. Kazdy wektor zawiera wyniki pomiaru dlugosci i
szerokosci precika kwiatu oraz dtugosci i szerokos$ci platka. Wektory podzielone sa na
trzy klasy zawierajace po 50 elementdéw. Klasy reprezentuja trzy odmiany kwiatow iry-
sa. Na potrzeby eksperymentu informacja o odmianie zostata usunigta. Do§wiadczenie
polegato na dokonaniu nowego, niezaleznego podzialu zbioru wejsciowego.

W literaturze traktujacej o sieciach samoorgranizujacych nie ma jednoznacznie po-
danego sposobu na okreslenie btedu sieci Kohonena. Wynika to w znacznej mierze z
faktu, ze sieci ucza si¢ bez nadzoru, nie mozna wigc méwic¢ o ztych, czy dobrych ich
odpowiedziach. Jednym ze sposoboéw pomiaru btgdu moze by¢ suma roéznic pomigdzy
wektorami ze zbioru uczacego, a najblizszymi wzgledem nich wektorami wag
neurondéw. Suma ta moze w pewnym stopniu informowaé o zdolno$ci do grupowania



danych. O jakosci sieci moze rowniez S$wiadczy¢ ilo$¢ tak zwanych martwych
neurondw. Przydatna jest takze wszelka informacja a priori na temat badanych danych.

Uwzgledniajac powyzsze wytyczne wybrana zostata sie¢ Kohonena o wymiarach
2x2 i optymalnych parametrach. Nastgpnie przy jej pomocy dokonano podziatu zbioru
wejsciowego. Porownaie wynikdéw osiagnietych przy uzyciu sieci z oryginalnym po-
dziatem zaprezentowano w tabeli 1.
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Tab. 1. Poréwnanie podziatu dokonanego przy uzyciu sieci Kohonena z oryginalnym po-
dziatem Fishera, zbior Iris

Tab. 1. The comparison of divisions: made with the use of Kohonen's net and the
original Fisher s division, the Iris data set

Jak wida¢ dokonany przez nas podzial w znacznym stopiniu pokrywa si¢ z po-
dzialem dokonanym przez Fishera. Jedynie czg$¢ obserwacji nalezacych do odmiany
Versicol zostato sklasyfikowanych niezgodnie z pierwotnym podziatem.

W drugim eksperymencie wykorzystano sie¢ analizy sktadowych gtéwnych. Zbior
wejsciowy utworzono na podstawie pliku graficznego w formacie PGM (face.pgm)
dzielac dane opisujace obraz na pigcioelementowe fragmenty. Nast¢pnie sie¢ poddano
procesowi uczenia, ktorego rezultatem bylo wyznaczenie 3 pierwszych sktadowych
glownych w zbiorze wejsciowym. W tabeli 2 zawarto wyliczone skladowe oraz ilo$¢
zawartych w nich informacji. Rysunek 1 przedstawia oryginalny obraz i obraz odtwo-
rzony na podstawie wyliczonych 3 pierwszych sktadowych gtownych.

Lp. Wspotczynniki sktadowych gtéwnych Tlo$¢ informacji
1 [-0,474%x1-0,476*x2 - 0,513*x3 - 0,42*x4 - 0,331*x5 89,16%
2 [-0,254%x1 - 0,31*x2 - 0,283*x3 + 0,356*x4 + 0,795*x5 6,832%
3 10,624*x1 + 0,195*x2 - 0,585*x3 - 0,409*x4 + 0,25*x5 2,473%
Tab. 2. Skladowe glowne wyznaczone w zbiorze danych utworzonym na podstawie obrazu fa-
ce,
Tab. 2. T lIZenginczpial components calculated in data set made on the basis of the
picture fase.pgm

Rys. 1. Obraz face.pgm i obraz odtworzony na podstawie 3 pierwszych skiadowych
glownych wyznaczonych przy uzyciu sieci analizy sktadowych giownych



Fig. 1. The picture face.pgm and the picture reconstructed on the basis of 3" firsts
principial components calculeted with the use of the principial components
analysis net

6 Podsumowanie 1 wnioski

Przeprowadzone eksperymenty poparte wczesniejsza wiedza teoretyczna pozwalaja
na stwierdzenie, iz samoorganizujace sieci neuropodobne stanowia cenne narz¢dzie w
pozyskiwaniu wiedzy z baz danych. Z drugiej strony sa tylko narzedziem. Niestety nie
sa w stanie, po wskazaniu zrodla danych, automatycznie wygenerowa¢ wiedzg spe-
Iniajaca oczekiwania, przydatna i istotna statystycznie. Uzyskanie zadowalajacych
wynikéw wymaga wiele wysitku i pomystowos$ci. Nie mozna réwniez przeceni¢ udziatu
w procesie ludzkiego eksperta z badanej dziedziny, ktory we wilasciwy sposdb oceni
przydatnosc¢ i zinterpretuje otrzymane wyniki.

Badania nad sieciami samoorganizujacymi sa istotne takze z innego wzglgdu.
Wszelkie procesy zyciowe zawieraja w sobie elementy samoorganizacji. Symulowanie
tego zjawiska by¢é moze przyczyni si¢ do lepszego zrozumienia niektorych mecha-
nizméw zachodzacych w systemach naturalnych.

Literatura

1. Frawley W.J., Piatetsky-Shapiro G., Matheus C.: Knowledge Discovery In
Databases; AAAI Press/MIT Press, Cambridge, MA., 1991, pp. 1-30

2. Goldberg D.E.: Algorytmy genetyczne i ich zastosowania, WNT, Warszawa 1995

3. Hertz J., Krogh A., Palmer R.G.: Introduction to the Theory of Neural Compuuta-
tion.; Addison — Wesley Publ. Com., 1991; Wydanie polskie: Hertz J., Krogh A.,
Palmer R.G.: Wstep do teorii obliczen neuronowych.; WNT, Warszawa 1993

4. Korbicz J., Obuchowicz A., Ucinski D.: Sztuczne sieci neuronowe. Podstawy i za-
stosowania.; Akademicka Oficyna Wydawnicza PLJ, Warszawa 1994; str. 59 — 93

5. Osowski S.: Sieci neuronowe w ujeciu algorytmicznym.; WNT Warszawa 1996

6. Quinlan J.R.: Introduction of Decision Trees.; Machine Learning, vol. 1, 1986, pp.
81-106,

7. Sieci neuronowe, pod redakcja Macieje Natgcza; Akademicka Oficyna Wydawnicza
Exit, Warszawa 2000

Streszczenie

W artykule przedstawiono zagadnienie pozyskiwania wiedzy z baz danych ze
szczegblnym naciskiem na zastosowanie samoorgranizujacych sieci neuropodobnych w
tej dziedzinie. Opisane zostaly kolejne etapy procesu. Omoéwiono dwa mechanizmy
samoorganizacji: mechanizm wspolzawodnictwa migdzy neuronami zgodnie z regula
Kohonena oraz mechanizm oparty na regule Hebba. Podane zostaly przyktady sieci
neuropodobnych pracujacych w oparciu o poszczegélne mechanizmy samoorganizacji,
sie¢ SOM Kohonena i sie¢ analizy sktadowych glownych. Przedstawiono takze wyniki
eksperymentow symulacyjnych przeprowadzonych przy uzyciu wymienionych sieci.

Knoledge discovery in databases
whit the aid of artificial neural networks



Summary

It was presented in the article the problem of knowledge discovery in databases
emphatically the use of self-organising artificial neural networks in the domain. It was
described steps of the process. It was discussed two self-organising types: the type of
the competition between neurones by Kohonen’s rule and the type by Hebb’s rule. It
was made known the examples of artificial neural networks worked on the basis of
particular self-organising types: the Kohonen’s SOM net and the principal components

analysis net. It was presented the results of simulation experiments with the use of
mentioned networks.



